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NeuronaleNetze
von ReginaldFerber

1.1. DasNervensystemals Vorbild parallelerInformationsverarbeitung

Betrachtetmandie Leistungsf̈ahigkeitmodernerComputer,so fällt auf, daßin vielen Berei-
chenheutezwar Berechnungenmöglich sind, die nochvor wenigenJahrzehntenim Bereich
derUtopie lagen,daßaberandererseitsfür alltäglicheInformationsverarbeitungsaufgaben,die
von Menschen(undTieren)problemlos,schnellundoft sogarunbewußtgelöstwerden,kaum
Lösungenauf Rechnernexistieren.Die, die existieren,sind oft sehraufwendig,langsamund
anf̈allig und funktionierennur untergünstigenBedingungen.TypischeBeispielefindensich
im Bereichder Wahrnehmung:Aufgabender Bilderkennungwie Herausl̈osenvon Motiven
ausunruhigemHintergrund,Erkennenvon Gegensẗandenbei verschiedenerBeleuchtung,Er-
kennenvon teilweiseverdecktenGegensẗanden.Besondersschwierigwird es,wennmehrere
dieserProblemezusammenauftreten. Aber auchdasKategorisierenvon wahrgenommenen
Motiven, z.B. dasLesenvon Handschriften,ist einesehrschwierigeAufgabefür maschinelle
Lösungen.

Wenn Bilder als Pixelmustermit Rechnernverarbeitetwerden, zeichnensie sich durch
ungeheureDatenmengenaus. Wenn dieseDaten sequentiell,wie auf herk̈ommlichensog.
VON NEUMANN—Maschinen(1), verarbeitetwerden,ergebensichauchbei schnellenRechnern
enormeRechenzeiten.

Die Geschwindigkeitder Signalverarbeitungin den einzelnenZellen des Nervensystems,
den Neuronen,ist im Vergleich zur Geschwindigkeitvon BauelementenmodernerRechner
langsam.TrotzdemsindOrganismenin derLage,enormschnellaufSinneswahrnehmungenzu
reagieren.DieseGeschwindigkeitberuhtvermutlichzu einemgroßenTeil auf der parallelen
Verarbeitungder einstr̈omendenInformation.

DaherversuchtmanAlgorithmenzu entwickeln,die, von kleinenTeilbereichender wahrge-
nommenenInformationausgehend,Datenparallelverarbeitenunddie sogewonnenenErgeb-
nisseauf verschiedenenHierarchiestufenintegrieren.

In der Natur scheintes ähnlicheStrukturenzu geben. Bei der Untersuchungdesvisuellen
Systemsvon Katzenfandmanauf derHirnrinde in denentsprechendenBereichenZellen,die
besondersstarkerregtwaren,wenndemVersuchstiervisuelleStimuli in Formvon gerichteten
Geradensẗuckendargebotenwurden.Dabeigabesfür verschiedeneRichtungenverschiedene
Zellen,die amsẗarkstenerregtwaren.Da für die WahrnehmungderRichtungmehrereZellen
der Retinaben̈otigt werden,mußim Verlauf der Reizweiterleitungvom Auge zur Hirnrinde
bereitseine Verarbeitungder Information stattgefundenhaben,bei der die Geradensẗucke
erkanntwurden. (Eine Übersichtzu diesemThemafindet sich in [12].)

1) Die Namensgebungsollte nicht zu der Annahme verleiten, VON NEUMANN’s Werk
beschr̈ankesichauf sequentielleRechner.NebenvielenIdeenundErgebnissenausvielen
anderenBereichenstammtvon ihm aucheinePionierarbeitausdemBereichderparallelen
Informationsverarbeitung.(Siehe[11])
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Abbildung 1.1.1. SchematisierteDarstellung einer Nervenzelledes Großhirns. An den Dendriten und dem

Zellkörper befindensich Synapsenzu anderen Zellen. Das sind Kontaktpunkte,an denenu.a. durch chemische

Prozessepositiveund negativeelektrischePotentialean die Zelle übergebenwerden. Summieren sich in einem

ZeitraumdiesePotentialezueinemgen̈ugendgroßenPotential,so löstdiesesamZellkörper einenodermehrere

sogenannteSpikesaus. Das sind relativeelektrischePotentiale,die sich durch Depolarisierungder Zellwände

entlangdemAxon (teilweiseüber weite Strecken)fortsetzenund ihrerseitswieder anderen Zellen elektrische

Potentialeüber Synapsenzuleiten.Wichtig für unsist, daßdie Weiterleitungim wesentlichennicht als einfache

elektrischeLeitunggeschieht,sonderndurch die FortpflanzungdesDepolarisierungseffektesquasi Information

weitergeleitet wird. Insgesamtergebensich drei wesentlichePunkte: 1. AnkommendeSpikeskönnendurch

Synapsenje nach deren Art aktivierend oder hemmendwirken. 2. Die Potentiale,die eine Zelle erreichen,

müssenzusammeneineSchwellëuberschreiten,umweitergeleitetzuwerden. 3. Die WeiterleitungvonErregung

an andere Zellenverringert denSpikenicht. D.h. eswird nicht ein vorhandenesPotential aufgeteilt,sondern

Informationweitergegeben,ohnedadurch verbrauchtzu werden.

WeitereBereicheder Informationsverarbeitung,in denenOrganismenkünstlichenSystemen
weit überlegensind,sinddie Verarbeitungvon unsicherer,unvollsẗandiger,zweideutiger,feh-
lerhafter oder widerspr̈uchlicher Information und die Filterung von (überlebens-)wichtiger
InformationausdemenormenInformationsfluß,der überdie Sinnesorganeauf denOrganis-
museinstr̈omt. Dabei ist esentscheidend,auf frühereErfahrungenzurückgreifenzu können.
Entsprechendmüssenaktuelle Erlebnisseals Erfahrungenaufgenommenwerden. Der Be-
griff “Erfahrung” deutethier an, daßes sich dabeium einebisherschwerzu beschreibende
Form des Ged̈achtnisseshandelt. Es werdenviele einzelneSituationenund Erlebnissezu
einemGesamtsystemvereint,aufgrunddessenEntscheidungengef̈allt werden.Dabeisinddie
einzelnenErlebnissenicht als solchepräsent,lassensich abereventuellrekonstruieren.Das
sogenannteWeltwissen,daswir im täglichenLeben brauchen,scheintin eher vager Form
gespeichertzu sein. Aber geradedieseVagheitscheintdie Flexibilität, die dasVerhaltenin
unsererkomplexenUmwelt verlangt,erst zu ermöglichen.

Seit Mitte diesesJahrhundertswerden paralleleModelle und Algorithmen entwickelt, die
sich z.T. an der Struktur desNervensystemsorientieren. Dabei gab es Beiträgeausvielen
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Disziplinen, vor allem aus der Medizin (Neurophysiologie)[12], Psychologie[16], [8],
Biologie, Mathematik[14], [1], Physik, Informatik [5] und Chemie. Entsprechendvielfältig
sind auchdie Bezeichnungen,Definitionenund Methoden.Eshandeltsich oft um mehroder
wenigerad hoc verwendeteMethodenausanderenBereichen. Häufige Bezeichnungenfür
Theorienund Modelle aus diesemBereich sind unter anderen:Konnektionismus,parallele
verteilte Systeme(parallel distributed processing= pdp), zellulare Automaten,homogene
Strukturen, iterative Arrays. Von einer geschlossenenBegriffsbildung oder Theorie kann
kaumdie Redesein. Dasmachtdie Bescḧaftigungmit demThemaandererseitsauchwieder
spannend.

Eskönnenhier nunnicht alle Ansätzeerläutertwerden.Vielmehrhabeich versucht,zun̈achst
in 1.2 einenglobalenRahmenabzustecken,in den sich fast alle Modelle einordnenlassen.
In 1.3 werdendie häufigstenMerkmale,nachdenenneuronaleNetzeunterschiedenwerden,
vorgestellt.

In Teil 2 werdeneinzelneModellevorgestellt.EswurdenModelleausgeẅahlt, die jeweils für
eineganzeGruppevon Ansätzencharakteristischsind und an denensich die grundlegenden
Mechanismendarstellenlassen. Dabei habeich teilweise versucht,durch verḧaltnism̈aßig
genaueDarstellungvon Sätzenund BeweiseneinenEinblick in die verwendetenMethoden
zu ermöglichen.

Zunächstwird in 2.1 auf einen der historisch grundlegendenArtikel hingewiesen. Darin
wurdegezeigt,daßmit neuronalenNetzenjede logischeFunktionmodelliertwerdenkann.

2.2 beschreibtdasPerceptron,ein Modell ausderMustererkennung,desseneinfacheStruktur
eine weitgehendemathematischeAnalyse seiner Möglichkeiten und Grenzenzuläßt. Es
ist gleichzeitig für die erste Phaseder Forschungauf dem Gebiet der neuronalenNetze
charakteristisch.

2.3 behandeltHOPFIELD Netze,ein von der Physik inspiriertesModell einesAssoziativspei-
chers,desseniterativeDynamikdurcheinemonotonfallendeEnergiefunktiongekennzeichnet
ist.

In 2.4 wird der BackpropagationAlgorithmus vorgestellt. Dabei handeltes sich um eine
Weiterentwicklungdes Perceptrons.

1.2. Definition zellularerund neuronalerStrukturen
In diesemAbschnitt sollenallgemeineDefinitionengegebenwerden,die die meistenneuro-
nalenModelle einschließen.Sie findensich in dieserexplizitenForm seltenin der Literatur,
scheinenmir abernützlich, um Gemeinsamkeitenund UnterschiedeneuronalerModelle her-
auszuarbeiten.

1.2.1. Definition: Zellular e Struktur
Sei

�
eine beliebige und � eine abz̈ahlbareMenge. Eine Abbildung ������� �

bezeichnenwir als Konfigurationvon Wertenaus
�

auf denZellenaus � . �
	 ��� 	 ������� ���
bezeichnetdie Mengealler Konfigurationen.

Zu jederZelle ����� gebeeseineendliche,geordneteTeilmenge����������� , die als Tupel
der Nachbarn oder Nachbarschaftder Zelle � bezeichnetwird. � 	  ����� �"!#�$�%� �
bezeichnedie Mengealler dieserNachbarschaften.
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Ferner existiere zu jedem �%� � eine lokale Funktion
��� � ����� �	� � �

, die jeder
Konfiguration von Werten auf den Zellen der Nachbarschaftvon � einen neuenWert
zuweist.

� 	  � � ! ���%� � bezeichnedie MengedieserlokalenFunktionen.

DasTupel 
�	 ����� � � �� � � wird als zellulare Strukturbezeichnet.

Ist � endlich,heißt 
�	 � ��� � � ��� � � endlichezellulare Struktur.

Ist
�

endlich,heißt 
 	 ����� � � �� � � zellularer Automat.

Durch gleichzeitigeAnwendungder lokalenFunktionenin allenZellen erhaltenwir eine
globaleFunktion � � � � � mit ��� � � ��� � � 	 � � ���#������� � � � .(2)

Durch die Nachbarschaftender Zellen läßtsich ein GraphoderNetz definieren:Wir wählen
die Zellen als Knoten des Graphenund verbindenjede Zelle mit ihren Nachbarndurch
gerichteteKanten. Die RichtungeinerKantegehtdabeivom Nachbarnzur Zelle.

Falls � strukturiert ist, also z.B. ��	 � , ��	 ��� oder ��	 � � gilt, können die Nach-
barschaftenmit Hilfe der Struktur definiert werden. So ergibt � 	 ��� mit � � � � 	
����� ��� ������� ��� ��������� � ��� �!� �"���#� ��� ���������#� � � ein Rechteckgitterin der Ebene mit der so-
genanntenVON NEUMANN Umgebung (Abb. 1.2.2.b). Für � 	 � � mit � � � � 	
���!�$� mod �� ���%� mod �%� erḧalt man einenRing mit je zwei Nachbarnpro Zelle (Abb.
1.2.2.c). Sind in diesenFällen die lokalen Funktionenalle gleich definiert, so spricht man
von homogenenzellularenStrukturen.

a b c

Abbildung1.2.2. VerschiedeneNetzezellularer Strukturen. a) zeigteinebeliebigeStruktur(Die Pfeiledeutendie
Nachbarnan), b) ein Rechteckgittermit VON NEUMANNNachbarschaft(mit denNachbarnder zentralenZelle),
c) ein ringförmigesNetzeiner zellularen Struktur.

NachderDefinition derzellularenStruktursindfastbeliebigeNetzevon Zellenmöglich. Wir
wollen im folgendeneineUnterklassevon Netzenmit strengerenStrukturenabgrenzen:

1.2.2. Definiton: Feedforward Netz
In dem Graph, der durch die Nachbarschaftsbeziehungen& einer zellularen Struktur')(+*-,�.0/1. & .#243

gegebenist, sagenwir, eineZelle 5 ist in 6 Schrittenvon Zelle 7 aus
erreichbar,wenn es Zellen 8:9 . ;<;=;=. 8 >:?�9 und Kantenvon 7 nach 8:9 , von 8�@A?�9 nach 8B@
für C (EDF. ;=;<;=. 6GIH und von 8 >�?�9 nach 5 gibt.

Die Menge J (LK 5NM ,O & * 5 3P(IQFR
bezeichnenwir als Mengeder Eingabezellen.

2) S * & * 5 3T3 wird gem̈aß der folgendenNotation gebildet: Sei & * 5 3VUW(X* 7 9 .Y;=;=;<. 7 > 3 dann istS * & * 5 3T3�U	(�* S * 7�9 3#. ;<;=;=. S * 7�> 3�3 . Etwasverkürzendbenutzenwir & * 5 3 auchals Bezeichnung
für die Mengeder Nachbarnund lassendabeidie Ordnungunber̈ucksichtigt.
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Sind die Mengen ��� 	  � �%� !���� ��� mit � ist in 	 Schrittenvon � auserreichbar
�

disjunkt und nicht leer,so nennenwir sie SchichtendesNetzesund sprechenvon einem	 � � –schichtigenfeedforward Netz. Die Eingabezellenbilden die nullte Schicht ��
 , die
Mengeder Zellen, die Eingabezellenals Nachbarnhaben,die erste �� usw. Die letzte
Schicht � � wird auchAusgabeschichtgenannt.

Eingabezellen 1.Schicht 2.Schicht 3.Schicht 4.Schicht

Abbildung1.2.3. Ein feedforward Netzmit 5 Schichten.

Nebender Strukturdes zugrundeliegenden Netzes können auch Eigenschaften anderer Kom-
ponenten der zellularen Struktur zur Charakterisierung benutzt werden. Ist beispielsweise �
eine Gruppe und sind die lokalen Funktionen Homomorphismen, so ist die globale Funktion
ein Homomorphismus der Gruppe der Konfigurationen. Zur ihrer Untersuchung steht damit
die Theorie der Gruppenhomomorphismen zu Verfügung.

Faßt man den Raum der Konfigurationen mit endlicher Wertemenge � als Produkt ���������� �
auf, ausgestattet mit der Produkttopologie der diskreten Topologie auf � , so gilt: Eine
Selbstabbildung ������� � ist genau dann stetig, wenn sie globale Funktion eines zellularen
Automaten ist (Siehe [2]).

Neuronale Netze sind zellulare Strukturen mit speziellen lokalen Funktionen, die in Analogie
zum Verhalten von natürlichen Neuronen gewählt werden.

1.2.3. Definition: Neuronales Netz
1. Eine zellulare Struktur � � �"!$#%�&#'�(#*),+ mit � -/. und) � �10��1�&�123+4+5+6�87 � 9:<;=%�?>A@B�DC�E �GF = 0��GH�+1IJ mit E �KF =ML . (1.2.1)

und monoton wachsenden Funktionen 7 � �.N� � heißt (deterministisches) neuronales
Netz. Die Funktion 7 � heißt Outputfunktion der Zelle 2 .E �GF = wird als Gewicht von Zelle H nach Zelle 2 bezeichnet.

2. Eine Funktion der FormO�P ��.RQS� T�UV#�W?XZY O�P �1[\+6�N] P,^ Q; �G_` E � [ �Ga � b W )cVdedKf Qg�D_,` E � [ �$hjilk UU f�m?n\fpo
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heißt lineare Schwellwertfunktion mit Gewichten E ` #������B# E Q und Schwellwert i . Sie ist
durch das �en � W + –Tupel E � � E ` #������G# E Q # h i + L . Q�� ` vollständig charakterisiert.

Eine lokale Funktion einer Zelle eines neuronalen Netzes bildet also die gewichtete Summe
der Werte ihrer Nachbarzellen. Auf diese Summe wird die Outputfunktion 7 � angewendet,
um den neuen Wert der Zelle zu berechnen. Die Bezeichnung “linear” in 1.2.3.2 bezieht
sich auf die Summation der Werte der Nachbarzellen, die Bezeichnung “Schwellwert” auf
die Sprungfunktion ] P .
Für eine Zelle mit linearer Schwellwertfunktion als lokaler Funktion gilt: Überschreitet die
Summe der Werte der Nachbarzellen einen Grenzwert, so nimmt die Zelle den Wert W (aktiv)
an, anderenfalls den Wert U (passiv). (In manchen Modellen werden auch die Werte W und h W
gewählt). Die Analogie zum Verhalten von natürlichen Nervenzellen (Siehe Abbildung 1.1.1)
besteht aus dem diskreten An/Aus Verhalten in positiver oder negativer Abhängigkeit von
den von außen einwirkenden Impulsen.

Man kann die Gewichte E �GF = # H � W�#������B#��l�&�123+ (3) als Parameter der lokalen Funktion ) � der
Zelle 2 eines neuronalen Netzes ansehen. Wenn ! endlich ist und �&�123+ � ! gilt, ist es aber
auch üblich, sie als Zeilen einer Matrix zu speichern. Man spricht dann von symmetrischen
Gewichten, wenn die Matrix symmetrisch ist, wenn also gilt: E �GF = � E =*F �
	 25#"H L TZW�#������B#'nX .Wählt man im Fall � �124+M�/! die Identität als Funktion 7 � in 1.2.1, erhält man als globale
Funktion gerade die lineare Abbildung, die durch die Matrix gegeben ist. Die Konfiguration
ist ja gerade ein Vektor, und die Summation entspricht der Multiplikation einer Zeile der
Matrix mit diesem Vektor.

Eine weitere Möglichkeit, die Gewichte der linearen Schwellwertfunktion in die Definition
eines neuronalen Netzes einzubinden, besteht darin, die Elemente in � so aufzubauen, daß
sie die Gewichte enthalten, z.B. in der Form � � T�UV# WZX� . Q�� ` . Dann müssen die lokalen
Funktionen entsprechend definiert werden. Diese Form ist formal komplizierter, ermöglicht
dafür aber die Veränderung der Gewichte durch die lokalen Funktionen, ein Effekt, der bei
kontinuierlich lernenden Systemen erwünscht ist. Ich werde darauf aber hier nicht weiter
eingehen.

Solche Überlegungen sind allerding mehr formaler Art. In der Praxis werden die Algorithmen
meist ad hoc definiert, ohne sie in einen theoretischen Rahmen einzupassen. (Der auch nur
dann nützlich ist, wenn er die Anwendung von bekannten Ergebnissen ermöglicht oder zur
Klärung der Struktur beiträgt.)

1.3. Typisierung neuronaler Netze

Für eine Vielzahl von Aufgaben werden Lösungsansätze mit neuronalen Netzen untersucht.
Es lassen sich verschiedene Aufgabentypen unterscheiden:

— Assoziative Speicher (Assotiative memory): In einem System werden Bitmuster gespei-
chert. Wird dem System ein Teil eines Musters dargeboten, soll es in der Lage sein, das
gesamte Muster zu reproduzieren.

— Inhaltsadressierbare Speicher (Content adressable memory): Auf einen dargebotenen Sti-
mulus soll das System in einer bestimmten Weise reagieren. (z. B. die Vergangenheits-

3) �� bezeichnet die Mächtigkeit der Menge �
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form eines regelmäßigen oder unregelmäßigen englischen Verbs bilden (Siehe [8] Kapitel
18)).

— Kategorisierung: Dargebotene Bitmuster sollen in Klassen eingeteilt werden. (z. B. sollen
Pixelmuster als Buchstaben erkannt werden).

Bei diesen Aufgaben soll auch eine gewisse Fehlertoleranz gelten. Sind die dargebotenen
Stimuli leicht verändert oder “verrauscht”, soll trotzdem noch das “richtige” Muster produziert
werden. Dabei vermischen sich die Aufgaben des Kategorisierens und des assoziativen
Speichers.

Ein wichtiges Merkmal neuronaler Netze ist, wieder in Analogie zu biologischen Systemen,
der Versuch, das System aus Beispielen lernen zu lassen. Dieses “Wissen” wird in den
Gewichten “gespeichert”. Man unterscheidet zwischen zwei Arten des Lernens:

— Überwachtes Lernen (Supervised learning): Das System soll Stimulus-Response-Paare
lernen. Dazu werden in der Regel zunächst in einem separaten Verfahren Gewichte
aus den Stimulus-Response-Paaren berechnet, die dann in der “Arbeitsphase” verwendet
werden.

— Unüberwachtes Lernen (Unsupervised learning): In diesem Fall werden dem System
nur Stimuli dargeboten. Aus ihrer Häufigkeit, ihrem gemeinsamen Auftreten und ihrer
Ähnlichkeit untereinander werden Informationen gewonnen. Diese Art des Lernens
ist mehr an psychologischen und physiologischen Theorien orientiert. So wird in der
Assoziationspsychologie angenommen, daß Dinge, die häufig gemeinsam auftreten, durch
starke Assoziationen verbunden sind, d.h. wenn eines auftritt, wird das andere “erinnert”.
Auf der neuronalen Ebene entspricht dem die HEBB’sche Regel: ‘When an axon of a
neuron � is near enough to help fire a neuron � and does so, some change takes place
such that � becomes more effective at exciting � .’ (D. O. HEBB, 1958, zitiert nach [12]
Seite 92). Diese Art Lernen findet typischerweise nicht in einer separaten Phase statt,
sondern das System wird den Stimuli ausgesetzt, im Laufe der Zeit werden die Gewichte
verändert, und dadurch verändert sich auch das Verhalten des Systems. Typische Beispiele
sind KOHONEN Modelle (Siehe z.B. [13], [6]).

2. Modelle und Beispiele

In diesem Kapitel werden Ergebnisse und Modelle in der Reihenfolge ihrer historischen
Entwicklung vorgestellt. Die Modelle stehen als Prototypen für jeweils eine Vielzahl von
ähnlichen Modellen.

2.1. Schwellwertlogik

1943 zeigten WARREN S. McCULLOCH und WALTER PITTS [9], daß mit Schwellwertfunktionen
jede logische Funktion modelliert werden kann. Dazu genügt es zu zeigen, daß die logischen
Funktionen AND und NOT mit Schwellwertfunktionen modelliert und verknüpft werden
können. Die Schwellwertfunktionen � sind als Tabellen (2.1.4) und (2.1.5) angegeben, wobei�

für den Wahrheitswert falsch (false) und � für wahr (true) steht. (Wir folgen in diesem
Abschnitt [12])
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Abbildung 2.1.4. Darstellung der logischen Funktion NOT 
������������ als Schwellwertfunktion.
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� � � � �	 � � � � � �	 �

� � � �
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�

�	 �
� � �

�
�	 �

� � �  �	 � � � �  �	 �

Abbildung 2.1.5. Darstellung der logischen Funktionen AND 
 ��!��"��#�$� (links) und OR 
 %�&%�'�(���� (rechts) als
Schwellwertfunktionen.

Die logische Funktion XOR läßt sich nicht mehr durch eine einzelne Schwellwertfunktion mo-
dellieren, aber sie läßt sich folgendermaßen bilden: ��)+*-, �/.0� �214365738*-9 �8� or � �(1:365(38*-9 �;� .
Diese Funktion ist in Abbildung 2.1.6.a als neuronales Netz mit Schwellwertfunktionen dar-
gestellt. Sie läßt sich noch vereinfachen. (Siehe 2.1.6.b.)
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Abbildung 2.1.6. Die logische Funktion XOR läßt sich durch Verknüpfung von NOT, AND und OR darstellen
(a) oder auch einfacher mit drei Schwellwertfunktionen modellieren. Die Kreise stehen für Zellen, die Pfeile für
Verbindungen. Die Zahlen an den Pfeilen geben die Gewichte an, die in den Kreisen die Schwelle der Zelle.
(Darstellung nach [8])

Die Vollständigkeit der Schwellwertlogik ist vor allem ein theoretisch interessantes Ergebnis.
Sie besagt, daß alles, was mit einem herkömmlichen Computer berechnet werden kann, auch
mit einem neuronalen Netz berechnet werden kann. Sie spielt im Bereich der neuronalen Netze
kaum eine praktische Rolle, da diese ja eingesetzt werden, um Phänomene zu modellieren,
die mit herkömmlichen Computern schwer zu bearbeiten sind.
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2.2. Das Perceptron

Das (einfache) Perceptron wurde 1962 von FRANK ROSENBLATT veröffentlicht [15]. Die
folgende Darstellung des Perceptrons orientiert sich im wesentlichen an [10] und [1]. Es ist

Retina

Feature Detektoren

Gewichte

Ausgabezelle3w

1w

w2

4w

Abbildung 2.2.7. Das Perceptron. (Abbildung nach [10]). Beim Lernen werden nur die Gewichte zur

Ausgabezelle hin verändert. Die Feature Detektoren bleiben unverändert.

ein feed forward Netz mit drei Schichten zur Klassifizierung von Mustern. (Siehe Abbildung
2.2.7). In der Eingabeschicht ��� , die in Anlehnung an das Auge auch Retina genannt wird,
werden Pixelmuster angelegt. Die mittlere Schicht ��� besteht aus Feature Detektoren. Diese
Zellen haben Schwellwertfunktionen als lokale Funktionen, die Muster in einem Bereich der
Retina erkennen, d. h. beim Vorliegen eines entsprechenden Musters den Wert � annehmen
und sonst � sind. Diese Feature Detektoren wiederum liefern die Eingabewerte für eine
Ausgabezelle � , die einzige Zelle der Ausgabeschicht ��� .

Es werden zwei Mengen von Mustern vorgegeben. Durch einen Lernalgorithmus soll erreicht
werden, daß die Ausgabezelle immer dann aktiv ist (d. h. den Wert � hat), wenn ein Muster
aus der einen Menge anliegt, und immer dann inaktiv ist (d. h. den Wert � hat), wenn ein
Muster aus der anderen Menge anliegt. Wir werden sehen, daß das genau dann erreichbar ist,
wenn die beiden Mengen linear separabel sind, d. h. wenn es im Vektorraum, der durch die
Werte der Feature Detektoren aufgespannt wird, eine Hyperebene gibt, die die zwei Mengen
trennt.

Der zweite Aspekt, mit dem wir uns näher beschäftigen werden, ist die Frage, wie weit
Parallelisierung mit dem Perceptron möglich ist. Als Maß dafür wird die maximale Anzahl
der Eingaben für einen Feature Detektor genommen, die nötig ist, um eine Aufgabe zu
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lösen. Ein berühmtes Ergebnis aus [10] besagt, daß, um festzustellen, ob die Anzahl der
Retinapunkte, die aktiv sind, gerade oder ungerade ist, mindestens ein Feature Detektor alle
Retinapunkte als Eingabe haben muß. D. h. es kann für diese Aufgabe mit dem Perceptron
nicht effektiv parallelisiert werden. Dieses Ergebnis war einer der Gründe, warum Ende der
60er Jahre die Forschung auf diesem Gebiet entmutigt wurde. Dabei sagt dieses Ergebnis
nichts darüber aus, ob zum Beispiel mit einem mehrschichtigen Perceptron solche Verfahren
realisiert werden können. (Darauf weisen die Autoren in [10] übrigens ausdrücklich hin.)
Außerdem scheint mir die Frage, ob die Anzahl aktiver Bildpunkte gerade ist, oft irrelevant.
Sie wird niemanden bei einem gerasterten Fernsehbild interessieren, wohl aber die Frage, ob
der Inhalt des Bildes “erkannt” werden kann.

Zunächst geben wir eine formale Definition des Perceptrons im Rahmen von 1.2.1:

2.2.1. Definition: Perceptron

Ein endliches dreischichtiges neuronales feed forward Netz ���������
	�������� mit einer
Zerlegung in Schichten � � ����������� � ��������� �"!$#�� ��%�� � , 	 � �'&(�*)+#
und linearen Schwellwertfunktionen als lokalen Funktionen der Zellen aus �-,��"!$# heißt
(einfaches) Perceptron.

� wird als Retina bezeichnet, die Zellen in � heißen Feature Detektoren, ! heißt
Ausgabezelle.

Als Eingabemuster bezeichnen wir Konfigurationen, die auf den Zellen aus � ,�"!�# gleich & sind.

Ein Eingabemuster . legt das Pixelmuster eines Bildes auf der Retina fest. Wegen der feed
forward Struktur des Netzes stellen die Werte der Feature Detektoren in der Konfiguration/ �0."� den ersten Verarbeitungsschritt des Bildes dar. Der Wert der Ausgabezelle ! in der
Konfiguration

/ % �0."�1� /32�/ ��.'� liefert das Ergebnis des Erkennungsprozesses.

Um den Lernalgorithmus vorzustellen, benötigen wir einige Definitionen:

2.2.2. Bezeichnungen:

Die Symbole 4�5 6 verwandeln einen logischen Wert in Zahlen: 48709":;.6=<>�?)@�A4B�;!�CBD+.E6F<G�H&
Sei I � JF� die Anzahl der Feature Detektoren K � �L5M5N5N�OKLP eines Perceptrons und
seien QSR
T � �L5N5M5N�Q R
T P die Gewichte zwischen den Feature Detektoren und der Ausgabe-
zelle ! . Dann ist die lineare Schwellwertfunktion der Ausgabezelle ! durch Q <G�U Q R
T � �L5N5M5N�Q R
T P �Q R
T PV �W?XZY PV � mit Q R
T PV � <>� [�\ R charakterisiert. Bezeichne ]�<>���^"�NK � �_�L5N5M5N�^"�`K P �a� den Vektor der Werte der Feature Detektor Zellen, so bezeichnen wir
mit b]c<>� ��^"�NK � ��L5M5N5M�^'�dK P �_�L)'� XeY Pgf �h)i#j�k<=l PV � � Y PV � den um eine Kompo-
nente ) verlängerten Vektor. Durch diese Verlängerung wird der Schwellwert durch eine
zusätzliche Zelle mit dem konstanten Wert ) simuliert. Auf diese Weise werden wir im
folgenden häufiger annehmen, daß der Schwellwert gleich & ist. Die Schwellwertfunktion
der Ausgabezelle ! kann nun mit Hilfe des Skalarproduktes vereinfacht so geschrieben
werden: m R �O];�n�o4BQ�p"b]gqr&'6 (2.2.1)
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Zwei Mengen � � ��� % �?l PV � heißen linear separabel, wenn ein Q X�Y PV � existiert, so
daß Q�p�� � q & �;!�C C D�� X � �� & �;!�C C D�� X �$% (2.2.2)

Wir sagen auch Q trennt � � und � % .
2.2.3. Satz: Konvergenz des Perceptron Lernalogorithmus

Mit den Bezeichnungen aus 2.2.2 gilt:

Sind � � ��� % �Zl PV � endlich und separabel, so konvergiert der folgende Algorithmus
gegen einen Vektor Q X Y PV � , der sie trennt:

1. Q � <G� ��& �L5N5M5N�&+� X Y PV � ;
2. Wähle � X � � ,�� % beliebig.

Falls � X �;� and �=phQ	� � & setze Q	� V � <G� Q	��
��
Falls � X � % and �=phQ	� q & setze Q� V � <>� Q�=[��
In allen anderen Fällen setze Q � V � <G� Q � .

3. Wiederhole ab 2., falls Q � V � � � und � % nicht trennt.
Beweis: (nach [1])

1. Es ist äquivalent, zu (2.2.2) �e<>���;�S, ����� [�� X �$%"# zu setzen und zu verlangen, daßQ-p��rqZ&���� X � gelten soll.

2. Sei ������� ����� � �!� X � eine Folge von Trainingsvektoren, in der jedes � X � unendlich oft
vorkommt. Sei � Q ��� �"�#� � Q � X Y PV � die Folge der sich daraus nach dem Algorithmus
ergebenden Gewichtsvektoren. In beiden Folgen gehen wir, ohne die Bezeichnung zu
wechseln, zur Teilfolge derjenigen Elemente über, bei denen sich Q � ändert. Dann gilt:

Q%$Sp&�#$ � & (2.2.3)

und wegen Q $ V � � Q $ 
'� $ weiter

Q $ V � �'� � 
(� % 
r5M5N5)
*� $ (2.2.4)

3. Zu zeigen ist, daß K beschränkt ist.

Sei Q,+�-�O&(�L5M5N5N�_& � ein Vektor, der die Kategorien trennt (und nach Voraussetzung existiert). Wir
wählen &-+�/.(0�13254k���76�p"Q8���96 X �A# , und es folgt mit (2.2.4) Q $ V � p"Q?� U � � 
r5M5N5)
*� $ W pQ qrK!. und mit der Chauchy-Schwarz’schen Ungleichung :: Q $ V � :: % q $<;>=7;? @A? ; .

Andererseits gilt wegen (2.2.3) für alle K X B , :: Q $ V � :: % � :: Q $ :: % 
,C+Q $ � $ 
 :: � $ :: % 0:: Q $ :: % 
D:: � $ :: % 0 :: Q $FE � :: % 
G:: � $HE � :: % 
G:: � $ :: % 0 KJI mit I �K1ML�NPO � �Q� % ��� X �SR folglich

$ ; = ;? @A? ; 0T:: Q $ V � :: % 0 KQ�UIV� sowie KW0TX ? @A? ;= ; und damit die Aussage. Y
Als zweites wollen wir das oben zitierte Ergebnis über die Grenzen der Parallelisierbarkeit
mit dem Perceptron vorstellen. Dabei können aus Platzgründen nicht alle Schritte bewiesen
werden, es soll aber deutlich werden, welche Mittel zur Analyse benutzt werden.
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2.2.4. Definition: Prädikat
Sei � die Menge der � �������
	�� Konfigurationen auf einer endlichen Menge  . Eine
Abbildung � ��� � ������	�� heißt Prädikat. Äquivalent läßt sich ein Prädikat als
Funktion der Teilmengen von  definieren, auf denen die Konfiguration � gleich 	 ist:������������� �����
	���� �� �"!#���$�&%'�)(+* mit ��,.-( �/��	������0! .

Der Träger von � bzw.
�� ist die Menge1 �2���3�4� 1 5 ��76#�8�9�
:<;=?>A@B�C;D�E�F@)G3;H� mit � ���
�JI�K� ���MLON P2�Q�

mit �MLON P/��:'�R�SG und �MLON P/�UT��R�V���OT�� für TWI��: .
Für ! X$ heißt ein Prädikat Y�( bzw. ZY�( mitZY�(7�\[]�<�?^ 	 falls !_X`[� sonst
Maske von ! .

Masken lassen sich als Produkte schreiben: Y�(7�\�a��� bLUc�d ����:'� .
Ich werde im folgenden die beiden Definitionen eines Prädikates parallel benutzen, ohne sie
in der Schreibweise von einander zu unterscheiden. Die jeweilige Interpretation ergibt sich
aus dem Zusammenhang. Konfigurationen werden (als Abbildungen) mit kleinen Buchstaben
notiert, Teilmengen der Retina mit großen.

2.2.5. Satz: Normalform einesPrädikates
Sei � die Menge der ���)�
	�� Konfigurationen auf einer endlichen Menge  und e die
Menge der Masken auf  . Zu jedem Prädikat � gibt es eine eindeutige Darstellung der
Form �R�\�a�<�gfh cjilk h Y+�\�a� mit k h ;#m (2.2.7)

Beweisskizze:

Für jedes Gn;o��,.-��p��	j��� bildet man die Funktionq P ���
�3�4�srt uLOcjP"v�w'xUypzp{}|�~������
��V�� ��U���"� w2xUy'��{/|A�/����~��\�2�p�

��
die genau für ~��9� den Wert � annimmt und sonst � ist. Dann gilt� ��~
��� ��"�j� � w xUypzp{/|�� � ��~
�
und mit geeigneten Umformungen läßt sich die Existenz und Eindeutigkeit der Normalform
zeigen. �
Aus diesem Satz geht hervor, daß sich jedes Prädikat mit genügend vielen Masken in einem
Perceptron implementieren läßt. Allerdings steigt die Anzahl der Teilmengen einer Menge mit
der Anzahl ihrer Elemente mit ��� . Es wird also sehr bald Schranken der Implementierbarkeit
geben. Eine andere Frage ist, wie groß die benutzten Masken sein müssen, um ein Prädikat zu
implementieren. Um diese Frage zu beantworten, definieren wir die Ordung eines Prädikates:
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2.2.6. Definition: Ordung eines Prädikates

Sei
� ��� � � � � � ��� � � ein Prädikat auf einer endlichen Menge

�
.
�

wird als
lineare Schwellwertfunktion bezüglich einer Familie 	 von Prädikaten 
 ��� � � � �� ��� � � bezeichnet (Notation:

���� � 	 � ), wenn es sich als Schwellwertfunktion einer
gewichteten Summe dieser Prädikate darstellen läßt:� � � �<�

���� �� ����� � 
 � � �����
�����

mit � � � � ! (2.2.10)

Als Ordnung des Prädikates bezeichnen wir das kleinste " , für das es eine Familie #
von Prädikaten gibt, so daß $&%('*)+#-, ist und kein Träger eines ./%�# mehr als "
Elemente hat.

Die Ordnung eines Prädikates ist also der größte Bereich der Retina, den ein einzelner Feature
Detektor “sehen” können muß, um das Prädikat als Perceptron zu implementieren.

Als nächstes benötigen wir einen Satz über die Invarianz von Prädikaten bei Transformation
der Werte der Zellen der Retina. Dazu einige Notationen:

2.2.7. Notation:
Sei 0 eine Menge. Die Bijektionen auf 0 bezeichnen wir als Transformationen. Sie
bilden mit der Hintereinanderausführung eine Gruppe 1 . Zwei Prädikate $ und 2
auf 0 heißen äquivalent ( 2 3 4 $ ) bezüglich einer Untergruppe 5 6 1 , falls ein7 %85 mit $�) 7:9 ,<;=2>) 9 ,�? 9 6@0 existiert. Eine Menge von Prädikaten # heißt
abgeschlossen unter 5 , wenn für jedes 7 %A5 und jedes 2�%A# gilt 2 7 %A# . Ein Prädikat$ heißt invariant unter einer Untergruppe 5=6B1 , wenn für jedes 7 %A5 gilt: $ 7 ;B$ .

2.2.8. Satz: Invarianz unter Transformationen
Sei 0 eine endliche Menge und 1 eine Gruppe von Transformationen darauf. Sei #
eine unter 1 abgeschlossene Familie von Prädikaten auf 0 . Sei $ ein Prädikat, das eine
lineare Schwellwertfunktion bezüglich # ist, dann existiert eine Darstellung

$�) 9 ,C; DEEEGFH�IKJML H .�) 9 ,�NPORQ�SSS
deren Koeffizienten L H nur von der 1 –Äquivalenzklasse von . abhängen, für die also
gilt: .T3 UV.XW Y L H ; L HGZ .

Beweisskizze:

Aus (2.2.10) wird für beliebiges 9 mit $�) 9 ,[;�\ in einer Art Mittelung die Formel

$�) 9 ,C; DEEEGFH�IKJ
]^
F_`I Uba HGcd_feg .�) 9 ,�NPORQ SSS

hergeleitet und L Hih ; j_`I U a HGck_ gesetzt. Analog verfährt man für 9 mit $�) 9 ,l;BO
Mit .m;(.nWpo folgt dann L H ; j_`I U a HGck_ ; j_qI U a HGZsrfck_ ; j_`I U a H Z ck_ ; L H Z t
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2.2.9. Korrolar:
Ist #8;P#������������ #
	 eine Zerlegung in Äquivalenzklassen bezüglich 3 U dann gilt

$�) 9 ,C; � 	F �� � a ����� ) 9 ,�N�O�� mit ��� ) 9 ,[;����G) . %A# ��� .[) 9 ,C; \R,��
Beweis:

FH�IKJ a H .�) 9 ,C; 	F �� � FH�IKJ�� a H .�) 9 ,C; 	F �� � a � FH�IKJ�� .[) 9 ,C; 	F �� � a � � � ) 9 , t
2.2.10. Satz: Ordnung von $ _ �"!$# % �
Sei 0 endlich. Das Prädikat$ h'&)("*,+�- .�/103254�687�(:9;+=<?>@7BADCFEFGDH CI(:9;+J>LK:M�9 ist gerade ZahlN
hat die Ordnung MO* .

Beweis:

1. 7 ist invariant unter allen Transformationen. Sei P die Ordnung von 7 , dann gibt es nach
2.2.8 eine Darstellung von 7 mit QSR;T Masken, bei der die Koeffizienten nur von MVU=( Q + ,
der Mächtigkeit des Trägers von Q , abhängen:7�(:9;+�> WXXX�YZ[�\^]^_ [a`b[ (c9d+=ef/�gihhh
mit

` [ (:9;+�> Zj1k�l3m Q (:9;+�>@M�.�npof9 q�Mrns>utv4 da Q (:9;+�>w2Bx U=( Q +�of9
Folglich ist `y[ (:9d+�>{z M�9t}| > M�9~(�M�9��f2�+�������("M�9���t��f2�+tv�
ein Polynom in M�9 vom Grade t�� P . Damit ist auch Y�[ \^] _ [a`y[ (:9d+ ein Polynom in M�9
vom Grade tu� P . Nach Definition gilt aber7�(c9d+�> WXXX�YZ[�\^]^_ [a`b[ (:9;+=e�/ g hhh >�� 2 �����c���,M�9�>�/10D��0��'03�����/ �����c���yM�9�>�2�0D��0 �103�����
Als Polynom in M�9 ändert die Summe also mit einer entsprechenden Folge 9 ] 0$9��303������0�9r���
mindestens MO* mal das Vorzeichen und muß deshalb als Polynom mindestens vom GradeMO* sein. Folglich hat 7 die Ordnung MO* . �
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2.3. HOPFIELD Netze
HOPFIELD Netze [4] sind im Gegensatz zu Schwellwertlogikelementen und dem Perceptron
keine feed forward Netze, sondern vollvernetzt, d.h. jede Zelle ist mit jeder anderen
verbunden. Außerdem sind sie im strengen Sinne keine deterministischen neuronalen Netze,
da sie eine Zufallskomponente aufweisen: Statt der simultanen Erneuerung aller Zellwerte
durch die globale Funktion wird in jedem Schritt eine Zelle zufällig ausgewählt und ihre lokale
Funktion ausgeführt. Durch dieses sukzessive Vorgehen kann man zeigen, daß eine geeignet
gewählte Energiefunktion für das gesamte Netz monoton fällt. Wegen der Endlichkeit des
Systems garantiert das die Konvergenz des Netzes gegen eine Konfiguration, die ein lokales
Minimum der Energiefunktion ist.

HOPFIELD Netze sind assoziative Speicher bzw. dienen zur Kategorisierung von Mustern:
Eine vorgegebene Menge von Konfigurationen soll im Netz gespeichert werden. Wird dann
eine beliebige Konfigurtion eingegeben, so soll sich das Netz zu einer ähnlichen Konfiguration
aus den vorgegebenen hin entwickeln.

Ein HOPFIELD Netz ist durch seine Gewichtsmatrix festgelegt. (Siehe 1.2) Der Algorithmus
sieht folgendermaßen aus:

2.3.1. Definition: HOPFIELD Netz
Sei � eine symmetrische

` � `
Matrix mit Nullen in der Hauptdiagonalen, also� > .���� [ 4�6���� [ >�� [ �"6������B>L/ für 	 0�
����������� .

Sei � � ��������� �!�������#"%$��'& �(�*)+�!�,$��-".�0/�1 ein neuronales Netz mit "2�43516� � und
Gewichten 7�8�9 : . Die lokalen Funktionen / 8 seien lineare Schwellwertfunktionen mit
Schwellen ; �<) .

Für eine zufällig ausgewählte Zelle 3>=?��� �����@"6$ wird aus einer Konfiguration A =?�*)+�B��$!C ein
Nachfolger DE8 � A 1 berechnet, indem mit der lokalen Funktion / 8 ein neuer Wert erzeugt
wird:D 8GFIHKJ HML D 8 � A 1N�5OI1?� PQR QS / 8 � A �T�I1>1U�WV�XGY CZ:\[^] 7`_ : A ��aI14b /�c+ded�f(O�W3A ��OI1 f*g hifkj (2.3.1)

Dieses Verfahren wird iterativ fortgesetzt, bis A � DE8 � A 1mln3o=p� gilt.

Es gilt nun die Endlichkeit dieses Verfahrens nachzuweisen. Dabei kommt es, wie wir sehen
werden, auf die Stelle, an der die Änderung vorgenommen wird, nicht an. Allerdings kann
die Konfiguration, die schließlich als Ruhezustand erreicht wird, von der Zufallsreihenfolge
abhängen, mit der die Zellen gewählt werden.

HOPFIELD definiert in Analogie zur Physik einen Energiezustand des Systems nach der
Formel: q � A 1m��r �s Ct 8u[^] Ct:-[^] 7 8�: A ��351 A ��aI1 (2.3.2)

Wegen der Symmetrie der Matrix v kann man die Energiedifferenz, die sich beim Übergang
von A nach D 8 � A 1 ergibt, in die Formelw q F � q � DE8 � A 151Gr q � A 1m��r w A �e351 Ct 8u[^] 7�8�:BA ��ax1U��r w A �e3514y 8 (2.3.3)
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zusammenfassen, wobei
w A �T3#1 F � DE8 � A 1N��351kr A �e351 gesetzt ist und y 8 � CZ:\[^] 7�8�:kA �uaI1 gerade die

Summe ist, die in der Schwellwertfunktion darüber entscheidet, ob DE8 � A 1N��351 gleich ) oder � ist.

Durch die geschickte Wahl der Energiefunktion (2.3.2), läßt sich die Endlichkeit des Algo-
rithmus’ dadurch zeigen, daß für alle A =��*)+�!�,$ C w q � A 1�� ) gilt, d. h. die Energie im
Verlauf des Algorithmus’ nicht wächst. Über die Endlichkeit von �*)`�!��$ C ergibt sich damit
die Endlichkeit des Algorithmus’.

Wir zeigen:

1.
w q � A 1�� ) l A =2����� �i$*C
a) y 8 � A 1���)�� D 8 � A 1N�4351 � )�� w A �e351	��)
� w q � A 1�� )
b) y 8 � A 1�� )
� D 8 � A 1\��351#���� � A �e351	��)
� w q � A 1�� )

2. Falls
w q � A 1 �() und A��� DE8 � A 1 ist, gilt A ��3#1 � ) und DE8 � A 1N��351 � � :

Aus
w q � A 1 � ) und A ��351 �� D 8 � A 1N��351 folgt y 8 ��) . Daher muß D 8 � A 1>�4351 � � sein

und folglich A �4351� ) .

Es muß also in jedem Fall, in dem

q � A 1 � q � DE8 � A 1#1 und A�� DE8 � A 1 gilt, in einer Zelle der
Wert von ) auf � gesetzt werden. Da nur endlich viele Zellen existieren, muß irgendwann
ein Fixpunkt erreicht werden.(4)

Ist eine Konfiguration erreicht, bei der jede Änderung des Wertes einer einzelnen Zelle die
Energie erhöht, ist dies ein lokales Minimum der Energiefunktion und ein Fixpunkt der
Iteration.(5)

HOPFIELD versucht durch die Konstruktion der Matrix v , eine vorgegebene Menge � von
Konfigurationen zu lokalen Minima der Energiefunktion und damit zu Fixpunkten der Iteration
des Algorithmus’ zu machen. Dazu verwendet er die Formel

7 8�9 : � � Z
����� � s f��#351�r � 1\� s f ��aI1Gr � 1 /icxded f 3 ��pa) f*g*h f!j (2.3.4)

Die Summanden sind gerade gleich � bzw r � , je nach dem, ob f���351m� f ��aI1 oder f���351 �� f ��aI1
ist. Sind also die Werte der Zellen 3 und a in der Mehrzahl der Konfigurationen aus � gleich,
so ergibt sich ein positives Gewicht 7 8�: ansonsten ist 7 8�: negativ bzw. Null.

Zu der Energie (2.3.2) tragen nur die Gewichte bei, die Zellen verbinden, deren Werte
in der Konfiguration beide eins sind. Der Beitrag ist negativ, wenn in der Mehrzahl der
Konfigurationen aus � die Werte der Zellen gleich sind, sonst ist er Null oder positiv. Setzt

4) Da die Auswahl der Zelle 3 zufällig war, müßte man genau genommen davon ausgehen,
daß zuerst eine Zufallsfolge von Elementen aus ��� �!�������\" $ gewählt wird, in der jedes3>=%�I���B��������� $ unendlich oft vorkommt. Für jede solche Folge wäre dann die Konvergenz
gegen einen Fixpunkt bewiesen.

5) Als Abstandsmaß zwischen den Konfigurationen wird die “Hamming distance” gewählt,
das ist die Anzahl der Zellen, in denen sich die Werte zweier Konfigurationen unterschei-
den.
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man in die Formel (2.3.2) die Formel (2.3.4) ein, ergibt sichq � A 1U��r �s���� Ct 8u[^] Ct �����	�
�� ��������������������! #"��$��������%&�! '"(�*),+-�.���/+-�0%&��1�23
4  "��567 � ���8�:9� ;0<�= 9� .� �	>
�? �����������! '"@�$�������A%B�! #"��C+D�.���C+D�0%B�*1 23

Für ein speziellesEGFIH kannman dieseSummenoch aufspalten:J ��+&� 4  "� � K>L?MN 
� K 9� ;0<�= 9� �� �	�
�? �*�����C���O '"��$�.�����A%&�! '"(�/+-�.���/+-�0%&�
 "� 9� ;0<�= 9� �� �	�
�? �*� E �C���O '"(�/+-�*���P��� E �A%&�! #"��C+D�Q%&� (2.3.6)

Die Hoffnung,daßdie Elementeaus H zu lokalenMinima der Energiefunktionund damit zu
Fixpunktenwerden,beruhtauf demzweitenTeil von (2.3.6). Dieserwird betragsm̈aßiggroß,
wenn

+ 4 E oder

+ 4 "R E (die Konfiguration,bei derdie Werte S und

"
vertauschtsind) ist.

Falls E �*��� 4 "UT +D����� 4 "
gilt, abernicht die Umkehrungdavon,kannesvorkommen,daß

in diesemzweitenTeil negativeSummandenauftreten,die, wegendesnegativenVorzeichens
der Summe,die Energie von

+
wieder erḧohen.

Wie HOPFIELD “experimentell” beobachtete,tritt Konvergenz gegeneinen nahenFixpunkt
auf, wenn die Anzahl der Konfigurationenin H klein ist im Vergleich zu V (für ungef̈ahrW HYX'S&Z "\[^] V ) und wenndie AbsẗandezwischendenKonfigurationenaus H großsind.

DieseErgebnisselassensich durch die Formel (2.3.6) erklären:

— Der Einfluß einer einzelnenKonfiguration aus H auf (2.3.6) wird größer, je weniger
Elemente H hat.

— EineKonfiguration

+
liegt nahebei E , wenndie Wertein vielenZellengleichsind. Wenn

dieAbsẗandezwischendenKonfigurationenaus H großsind,solltenkleineVer̈anderungen
von

+
nur einengeringenEinfluß auf denerstenTeil von (2.3.6)haben,da im Mittel nur

für wenige Paare

��� Z %_� , für die E ���C� 4 E �>%B� gilt, für beliebiges

� F`H!Z �ba4 E auch������� 4 ����%&�
gilt. Der zweite Teil von (2.3.6) wird daher überproportionalzu (2.3.6)

beitragen.Zugleichist die Wahrscheinlichkeitgroß,daßbei der Ver̈anderungdesWertes
einer Zelle

%
mit

+D�0%B�ca4 E �0%&� die Anzahl der Paare

��% Z@d � mit

+D�Q%&� 4 +D� d � 4 "
undE ��%&� 4 E � d � größer ist als für andere

� F'H . Dies führt dazu,daßeine Ver̈anderungin
Richtung auf E hin wahrscheinlicherwird.

Esseinocheinmalangemerkt,daßbei derBerechnungderGewichtenach(2.3.4)auchlokale
Minima der Energiefunktion entstehenkönnen,die nicht in H liegen. (So unterscheidetdie
Formel (2.3.4) nicht zwischen

� FeH und

"U :�
.) Auch braucht nicht jedes

� FeH ein
lokalesMinimum der Energiefunktion zu sein. Es läßt sich also allgemeindie Konvergenz
gegenFixpunktezeigen,nicht aber die Mengeder Fixpunkteangeben.Außerdemkönnen
durchdie zufällige Auswahlder Zelle, die in jedemSchritt bearbeitetwird, in verschiedenen
Durchl̈aufenvon gleichenStartkonfigurationenausverschiedeneFixpunkteerreichtwerden.
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2.4. Der BackpropagationAlgorithmus

Wie wir in Satz2.2.5gesehenhaben,läßtsichjedesPr̈adikatauf �@S Z "�� 9 durchein Perceptron
darstellen,wenn alle Maskenals FeatureDetektorenvorhandensind. DiesesErgebnisläßt
sich sofort auf Netze verallgemeinern,bei denendie Ausgabeschichtaus mehr als einer
Zelle besteht. Ein solchesNetz implementiert dann kein Pr̈adikat mehr, sonderneinen
inhaltsadressierbarenSpeicher,oder mathematischgesprocheneine Abbildung von �@S Z "�� 9
nach �@S_Z "���� .(6)

Die Forderung,daß alle Masken als FeatureDetektorenvorhandensein müssen,macht
diesesErgebnisin der Praxisallerdingswenig nützlich. Es wäredahergut, nur die Feature
Detektorenzu implementieren,die tats̈achlich gebrauchtwerden. Dazu ben̈otigt man eine
Methode,mit derdieGewichtebei feedforwardNetzenmit mehralszweiSchichtenberechnet
werdenkönnen.

Dafür wurdeder sogenannteBackpropagationAlgorithmusoderauchError Backpropagation
Algorithmusentwickelt. Dabeiwerdenin einerüberwachtenLernphase(siehe1.3) mit einem
GradientenabstiegsverfahrenGewichteausStimulus-Response-Paarenberechnet.Er ist heute
eine der am meistenverwendetenMethoden. Allerdings konntenicht wie beim Perceptron
allgemein gezeigt werden, ob und unter welchen Bedingungener Gewichte erzeugt,die
Lösungenimplementieren.

DerAlgorithmussoll hierausPlatzgr̈undennur informell dargestelltwerden.Eineausf̈uhliche
Darstellungfindet sich in [8] Kapitel 8.

DerBackpropagationAlgorithmusarbeitetaufeinemendlichen� –schichtigenneuronalenfeed
forward Netz � 4 �
	 Z�� Z$V Z� � mit SchichtenH���Z�������Z?H���� = , � 4 � S_Z "�� und differenzierbaren
Outputfunktionen� ; 4 � Z�� � F 	 . In der Regel wird � � � � 4 � "�� � ��!�"�# �

=
gewählt. Für$&% ' konvergiert dieseFunktion auf (*),+�-/. punktweisegegendie Sprungfunktion 0�1 .

Der Übergang von einer Sprungfunktionzu einer differenzierbarenOutputfunktionist vor
allem technischmotiviert, da man für dasGradientenabstiegsverfahreneinedifferenzierbare
Funktion ben̈otigt.

Die Gewichtewerdenzun̈achstzufällig gewählt und dann nach dem folgendenVerfahren
ver̈andert: Es wird eineKonfiguration 2 mit denWerteneinesder Stimuli auf denEingabe-
zellenangelegtund 354�687:9;2/< berechnet.Nunwerdendie Werte 3,4�687:9;2/<=9;>?< derAusgabezellen>A@CB 4�687 mit dengewünschtenErgebnissenD�9;>E< verglichen. Stimmendie Wertein einerZelle> nicht überein,wird ein FehlerwertFHGJILKNM;D�9;>E<8OP3Q4�687:9;2/<=9;>?<SR�TVU�W X YZ�[�\^] G`_ba G�c Z T�3,4�6ed�9;2/<f9�g/<
h
berechnet. Das Gewicht von einem gi@kjC9
>?< nach > wird proportionalzu dem ProduktOlF G 3Q4�6�dH9;2/<f9�g�< ver̈andert.Außerdemwird ein Fehlerwertan die Nachbarnzurück gegeben.
Mit diesenFehlerwertenwerdennunanalogdie Gewichtezwischendervor-vorletztenSchicht

6) Eine solcheAbbildung, die einemStimulusvektorm G einenResponsevektorn G zuordnet,
läßt sich leicht angeben,wenn die Stimulusvektorenm 7�oHp�p�p�o mrq orthonormalsind. Man

wählt die lineareAbbildung, die durchdie Matrix s I`Kut qYv�w 7 n vZ m vG/x G�c Z K q
Yv�w 7 n v TeMEm v RHy ,

alsodie Summeder Matrizen,die sich als Vektorprodukteder Stimulus-Response-Paare

ergeben.Denndanngilt: s T�m G K qYv�w 7 n v T M m v R y T�m G Kzn G .
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B 4�6�� unddervorletztenSchicht B 4�6�d ver̈andert.Auf dieseWeisewird bis zu denGewichten
zwischendenEingabezellenunddererstenSchichtfortgefahren.WährendderLernphasewer-
denalsoimmerzun̈achstvon denEingabezellenausdie ErgebnissedesNetzesberechnetund
dannin einerzweitenPhasevon der Ausgabeschichtausrückwärtsdie Gewichtekorrigiert.

Berechnetman einen Gesamtfehlerals Summeder Quadrateder Differenz über alle Aus-
gabezellenund alle Stimulus-Response-Paare,so ist die oben angegebenëAnderungeines
Gewichtesproportional zur partiellen Ableitung diesesGesamtfehlersnach dem Gewicht.
Eine Änderungder Gewichtenach einem Durchgangdurch alle Stimulus-Response-Paare,
kann also, wenn die Schrittweiteder Änderungklein genuggewählt ist, den Gesamtfeh-
ler verringern. In der Praxiswerdenhäufig nach jedemPaardie Gewichteum sehrkleine
Betr̈age ver̈andert.

Auch hier, wie beim HOPFIELD Netz, ist nicht garantiert, daß das Verfahren der Ge-
wichts̈anderunggegendie “richtigen” Minima der Fehlerfunktionkonvergiert.

ExperimentelleErgebnissedeutenaberdaraufhin, daßin vielen Fällen mit demBackpropa-
gation Algorithmus gute Ergebnisseerzielt werden.

2.5. Schlußbemerkung

In diesemKapitel wurdenverschiedeneTypenneuronalerNetztevorgestellt.Währendbei der
Schwellwertlogikder theoretischeAspektderBerechnungsuniversalität im Vordergrundsteht,
sind die anderenModelle Versuche,Informationsverarbeitungsaufgabenparallel zu lösen.
Dabei nimmt mit der Entwicklung immer leistungsf̈ahigererRechnerdie Komplexiẗat der
Modelle zu. Dadurchnimmt die Möglichkeit ihrer theoretisch-mathematischenAnalyseund
der VorhersagbarkeitihresVerhaltensab. DasPerceptronwird in [10] mit Hilfe der linearen
Algebraweitgehendaufgrundder DefinitionenundzugrundeliegendenStrukturenanalysiert.
HOPFIELD verwendeteinegeschicktgewählteBewertungsfunktion,umdieKonvergenzseines
Algorithmus’ zu beweisen.Beim BackpropagationAlgorithmus ergibt sich die Konvergenz
ausder feed forward Struktur deszugrundeliegendenNetzes. Über die Gewichteund das
iterativeVerhaltendesNetzeslassensichaberkaumallgemeinetheoretischeAusagenmachen.

Gehtmanvon der Definiton einerzellularenStruktur BPK 9 � o�� o j o�� < aus,so kannmanan
jederder Komponentenmit Untersuchungenansetzen.Die Menge

�
der Zellen kannendlich

oder unendlichsein. Fernerkann sie eine algebraischeStruktur wie z.B. eine Gruppesein.
WerdendieNachbarschaftenj 9;>?< mithilfe einersolchenStrukturdefiniert, könnensichdaraus
Regelm̈aßigkeitender iterativenStrukturder globalenFunktionergeben.(Siehez.B. [3])

Umgekehrtergebensich ausForderungenan eine Funktion, die durch ein neuronalesNetz
implementiertwerdensoll, Konsequenzenfür die algebraischeStrukturderMengederZellen,
wie wir am Beispiel von Satz2.2.10gesehenhaben.

Die Wertemenge� kann ebenfallsendlich oder unendlichsein. Das hat zusammenmit
derMengederZellen Einfluß auf die EndlichkeitdesgesamtenSystems.Dasobenerwähnte
ErgebnisüberdieStetigkeitvonglobalenFunktionenzellularerStrukturengilt nur für endliche
Wertemengen.Ist � eineGruppe,sokanndieseStrukturauf die MengederKonfigurationen
übertragenwerden.

Von zentralerBedeutungfür die Untersuchungvon neuronalenNetzen sind die lokalen
Funktionen. Sind sie linear, so werdenneuronaleNetzezu linearenAbbildungen. Sind sie

19



Gruppenhomomorphismen,so ist auchdie globaleFunktion ein Gruppenhomomorphismus.
DannkönnenentsprechendeErgebnisseangewendetwerden. (Siehez.B. [7])

DieseAnsätzegehenvon den Definitionenausund versuchenauf diesemWeg, die Eigen-
schaftenvon neuronalenNetzenzu untersuchen.

Der überwiegendeTeil der Veröffentlichungenzum Themabehandeltaber Anwendungen,
die meist weniger als mehr theoretischanalysiert werden. Oft werden Heuristiken für
umfangreicheComputersimulationengenutzt.DabeisinddieErgebnisse,dieberichtetwerden,
oft beeindruckend.Geradein den Bereichen,in denendie klassischekünstlicheIntelligenz
mit Symbolverarbeitungsansätzen oft Schwierigkeitenhat, wie z.B. bei der Verarbeitung
von unsicheremoder widerspr̈uchlichemWissen,bei der Klassifikation von mehrdeutigen
oder “verrauschten”Informationenoder bei der Repr̈asentationvon “Weltwissen”, scheinen
neuronaleNetze ihre Sẗarken zu haben.

Diesennachzusp̈uren und sie auch theoretischzu fundierenscheint mir im Moment eine
spannendeAufgabe zu sein, geradeweil die Beiträge zu dem Gebiet aus so vielen und
unterschiedlichenDisziplinen stammen.
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